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RESUMEN

En el presente informe de tesis tuvo como finalidad determinar los estimadores mas
eficientes que expliquen el comportamiento de indice General de la Bolsa de Valores de
Lima (IGBVL) a partir de indices bursatiles mundiales. Los resultados aportaron
informacidn confiable con base cientifica del impacto positivo que trae consigo el uso de
técnicas estadisticas modernas en funcion a al control de la multicolinealidad y su valor
agregado en las estimaciones de los coeficientes de modelos econométricos que son
utilizados en las planificaciones estratégicas y en la toma decisiones economicas de los

paises.

Para el presente estudio se tom6 como muestra, los valores diarios recuperados de
once series bursatiles entre los afios 2000 y 2014, en donde cada una concentraba 3,773

observaciones.

Para el andlisis se utilizd la regresion sesgada tales como: Regresion por
Componentes Principales (RCP), Regresion Ridge y Regresion LASSO, y cuyo objetivo
aplicativo fue comprobar la eficacia de los procedimientos sesgados poseen una mejor
eficiencia respecto al estimador tradicional como es el de Minimos Cuadrados Ordinarios

(MCO).

Finalmente, se determind que los métodos que genera menor varianza y superan a los
indicadores MCO fueron: La Regresion por Componentes Principales (0.0000394) y Ridge

(0.0003426).

Palabras clave: Estimadores sesgados, Regresion RCP, Ridge y LASSO.
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ABSTRACT

The purpose of this thesis report was to determine the most efficient estimators that explain
the behavior of the The IGBVL (Bolsa de Valores de Lima General Sector Index) based on

world stock indices.

The results provided reliable scientific information on the positive impact the in use of
modern statistical techniques has on the control of multicollinearity and its added value in
the estimations of the coefficients of econometric models that are used in strategic

planning and in It makes economic decisions of the countries.

For the present study, do used as sample the daily values recovered by the different stock

series between 2000 and 2014, concentrated in 3,773 observations.

For the analysis we applied the used of biased estimations, such as Principal Components
Regression (PCR), Ridge Regression and LASSO Regression and whose objetive was to
demonstrate that the biased procedure has a better efficiency regarding the mean squared

error and variance with respect traditional estimator the Ordinary Least Squares (OLS).

Finally, it was determined that the techniques that generate the least variance and surpass
the OLS indicators were: The Regression by Principal Components (0.0000394) and Ridge

(0.0003426).

Keywords: Biased Estimators, RCP Regression, Ridge, LASSO
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INTRODUCCION

El analisis de Regresion es un metodo estadistico comunmente utilizado en las
investigaciones economeétricas cuando se consideran variables predictivas multiples para
estimar la asociacion con la variable objeto de estudio. Sin embargo, la eficacia del analisis
Regresion depende en gran medida de la estructura de correlacion entre las variables
predictivas, ya que para la realizacion de inferencia multivariante, supone que todas las
variables predictivas no estan correlacionadas, caso que no ocurre en la economia. Cuando
las covariables del modelo no son independientes entre si, en el analisis surgen problemas
de colinealidad o multicolinealidad, lo que conduce a un aumento de la varianza de los

estimadores de los coeficientes de regresion y la pérdida del poder predictivo.

La colinealidad conduce a estimaciones imprecisas de los coeficientes de Regresion
con signos erroneos. Ademas, revela que un pequefio cambio en los datos puede conducir a

grandes diferencias en los coeficientes de Regresion.

Las investigaciones basadas en modelamiento predictivo de indicadores
macroeconomicos en un pais, tienen impactos grandes en las decisiones econémicas.
Generalmente las variables macroeconémicas que intervienen en dichas investigaciones
estdn muy correlacionadas entre si; generando problemas estadisticos de multicolinealidad,

y llevando como consecuencia a interpretaciones erroneas en resultados economeétricos.

Dado este contexto y la necesidad de demostrar la importancia del uso de técnicas
estadisticas para el control de los efectos de la multicolinealidad en modelos econémicos y
a su vez brindar informacién confiable con base cientifica del impacto positivo que trae
consigo el uso de técnicas estadisticas modernas en funcion al control de la
multicolinealidad y su valor agregado en las estimaciones de los coeficientes de modelos

econométricos que son utilizados en las planificaciones estratégicas y en la toma
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decisiones econdmicas de los paises, e planted investigar ¢Como enfrentar problemas
generados por la presencia de multicolinealidad en modelos econométricos, para mejorar la
precision de sus estimaciones, Caso comportamiento del indice general de la bolsa de

valores de Lima a partir de indices bursatiles?.

En base a lo anteriormente expuesto, se considerd el estudio de las variables

bursatiles mas representativas de las bolsas de valores internacionales tales como:

- SP500 y Nikkei: constituidas por las acciones de las mejores empresas
norteamericanas y de Asia respectivamente.
- Dow Jones y Nasdag: Constituida por las acciones més representativas del

rubro tecnoldgico.

Con la finalidad de replicar un caso de multicolinealidad (identificacion,
consecuencias y tratamientos), se tomaron para el estudio la combinacién de variables del
rubro tecnoldgico tales como: Apple, Microsoft, International Business Machines,

Amazon, AT&T y HP.

Posteriormente se investigé y aplicé la utilizacion de técnicas de Regresion
modernas que ayuden a minimizar la inflacién de varianza, como son la Regresion por

Componentes Principales (RCP), Ridge y LASSO.

La finalidad de este trabajo de investigacion consiste en encontrar un modelo que
permita explicar el comportamiento del indice General de la Bolsa de Valores de Lima
(IGBVL) en funcién a los indices bursatiles mundiales; a partir de la determinacion de

estimadores que minimicen la varianza producida por la multicolinealidad.

16



l. DISENO TEORICO

1.1.  Antecedentes

Carrasco (2016) en su tesis de grado titulado “Técnicas de Regularizacion en
Regresion: Implementacion y Aplicacion” analizo los problemas de colinealidad en la
estimacion de los coeficientes de regresion por minimos cuadrados ordinarios (MCO),
con la finalidad de obtener estimaciones y predicciones fiables recurrio a la
comparacion de los métodos de regresion regularizada: Lasso, Ridge y Elastic Net. Se
llegé a la conclusion que la Regresion Ridge posee errores menores y coeficientes
contraidos a cero superando asi a los resultados obtenidos en los métodos de Lasso y

Elastic.

Del Valle et al (2012) en su investigacion “La Multicolinealidad en modelos
de Regresion Lineal Miltiple”, abordaron la probleméatica de la Multicolinealidad
entre las variables regresoras en el Modelo de Regresion Lineal Multiple aplicada a los
ciencias agricolas, en donde recrearon una situacion de multicolinealidad en los datos
con la finalidad de hacer comparaciones de efectividad de la Regresion Ridge y
Componentes Principales con respecto al método de los minimos cuadrados
ordinarios(MCQ), concluyéndose que Regresion Ridge y la Regresion sobre
Componentes Principales, resultan efectivas para describir con exactitud y precision los

estimadores en el Modelo de Regresion Lineal Multiple.

Dormann (2013) en su investigacion titulada “Collinearity: a review of
methods to deal with it and a simulation study evaluating their performance.”
Aborda el alcance del problema de la colinealidad en la ecologia en base al desarrollo
de diferentes enfoques de los métodos de variables latentes. Utilizando datos simulados
con cinco relaciones predictor-respuesta de creciente complejidad y ocho niveles de
colinealidad, se comparé formas de abordar la colinealidad con los métodos estandar de
regresion multiple y aprendizaje por maquina. Se concluyd que los métodos disefiados
especificamente para la colinealidad, como los métodos de variables latentes y modelos

basados en arboles, no supero el tradicional GLM.

Paccapelo (2015) en su investigaciéon titulada '*Modelos de Seleccion

Genomica para Caracteres Cuantitativos basados en Marcadores Moleculares
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aplicados al mejoramiento de maiz " dicha investigacion tuvo como objetivo
principal realizar una seleccion de variables gendmicas utilizando varios modelos de
regularizacion, entre ellas se utilizaron a la regresion ridge clasico (RR), ridge

bayesiano (BRR), regresion lasso (RL), lasso bayesiano.

Pariasca (1990); en su investigacion titulada. ""Eficiencia de los estimadores
sesgados en regresion, en presencia de multicolinealidad™ realiza una simulacién de
datos con el objetivo de realizar una comparacion con un modelo minimo cuadratico
ordinario (MCO), llegando a la conclusion que los modelos MCO no son buenos para
estimar los parametros verdaderos de un modelo de regresion. Los estimadores sesgados
como Componentes Principales, Ridge y Ridge Generalizado generan menor error

cuadratico medio y varianza que un modelo clasico.

Pineda (2013) en su investigacion titulada "Una prueba sobre la
especificacién de un modelo de regresion', que surge debido a la explicacion en la
relacién de la variable dependiente con las explicativas. La prueba RESET, utilizada
para demostrar la especificacién de un modelo de regresion, tiene una baja potencia
debido a la presencia de multicolinealidad en el modelo. Con el fin de dar solucién a
este problema, se propuso la utilizacion de una prueba de especificacion basado en
multiplicadores de Lagrange y regresion Lasso, llegando a concluir que el método
LASSO propuesto tuvo un buen desempefio para tamafios de muestra grande
sobreestimando tamafios de muestra pequefios, mientras que la prueba RESET tiene un

buen desempefio para cualquier tamafio de muestra.

Sopipan (2013) en su investigacion titulada ""Forescating the financial returns
for using multiple regression based on Principal Component Analysis™ el objetivo
de este estudio fue predecir los rendimientos del indice de la Bolsa de Tailandia (SET)
afiadiendo Algunas variables explicativas y el orden autoregresivo estacionario p (AR
(p)) en la ecuacion media de retornos. Ademas, se utilizd el Analisis de Componentes
Principales (PCA) para eliminar posibles complicaciones causadas por
Multicolinealidad. Los resultados mostraron que las regresiones mdltiples basadas en

PCA, tienen el mejor rendimiento.
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1.2.  Colinealidad y multicolinealidad

Para que un método de Minimo Cuadrados Ordinarios (MCO) de Regresion
genere buenas inferencias y pronosticos, es necesario que cumpla con varios supuestos
establecidos, pero cuando faltan al cumplimiento de algunos de estos supuestos, las
estimaciones de los estimadores del modelo de Regresion no son confiables. En este
caso, se tratard de resolver el “problema de la multicolinealidad o dependencia casi
lineal de las variables regresoras, los cuales son las columnas de la matriz X, por lo que
es claro que una dependencia lineal exacta causaria una matriz X'X singular”.

(Montgomery, 2006).

La colinealidad hace referencia a una relacion univoca entre algunas de las
variables explicativas de un modelo Regresién lineal, en cuanto a la multicolinealidad
identifica la existencia de méas de una combinacion lineal no perfecta entre las variables

explicativas.

Cuando no existe una relacion lineal entre las variables regresoras de un modelo,

se dice que éstos son ortogonales”. (Montgomery, 2006).

X'X=1

Dénde X: es una matriz de disefio nxp.

X': es la transpuesta.

I: es la matriz identidad.

19



1.2.1. Origen de la multicolinealidad

“El término de multicolinealidad hace mencion la existencia de una relacion
perfecta entre algunas o todas las variables explicativas de un modelo de Regresion.
Sea una modelo de Regresion de k variables, se dice que existe una relacion lineal

exacta si se satisface la siguiente condicion”. (Gujarati, 2004)
YiXi + V2 X0+ + 17X =0
En donde y4, ¥, ..., Yx SON constantes tales que no todas de ellas son iguales a 0.

Si dicha condicion es veridica, (X'X)~! no existe y se dice que existe
dependencia lineal en la matriz X'X; es decir que existe un problema de

multicolinealidad.

Montgomery (2006) hace mencion sobre 4 fuentes Principales causantes del

problema de multicolinealidad:

a) Meétodo utilizado en la recoleccion de datos. Esto es por la toma de la
muestra en intervalos limitados de los valores de los predictores.

b) Restricciones en el modelo o en la poblacion. Se inicia cuando se incluyen
en el modelo a variables que de antemano ya tienen una relacion, por
consiguiente, la multicolinealidad esté presente.

c) Especificacion del modelo. Surge cuando se adiciona un término polinomial
al modelo, produciendo un deterioro en la matriz X'X, ademas si el rango de
X es pequefio, al agregar un término X2, puede generar una multicolinealidad

importante.
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d) Modelo sobre definido. Es generado por la presencia de una mayor cantidad

de variables regresoras frente a pocas observaciones disponibles.

1.2.2. Consecuencias

Las consecuencias que genera la presencia de multicolinealidad en un modelo

de Regresion son de tipo explicativo y de estimacion.

En primer lugar, el tamafio de la del coeficiente de determinacion es limitado
haciendo mas dificil afiadir una prediccion explicatoria extra con variables
adicionales. Y en segundo lugar, hace dificil determinar la contribucién individual de
cada variable predictora, a causa de que los efectos de cada variable explicativa son

mixtos. (Tatham, 2004)

Debido a este problema, la multicolinealidad da como resultado porciones
mas grandes de varianza compartida y niveles méas bajos de varianza Unica a partir de
los cuales se pueden determinar los efectos de las variables independientes

individuales. (Tatham, 2004)

En el caso de las estimaciones, la presencia de una multicolinealidad no
perfecta, “puede tener un efecto sobre los signos de los coeficientes de regresion.
Mas especificamente, un valor de 1 puede tener el signo opuesto de lo que se espera.
Asi como también causan efectos sustanciales en las pruebas de significancia

estadistica”. (Mendenhall, 2012)

1.2.3. Métodos para detectar la multicolinealidad

Como se menciona en Tatham (2004), “un supuesto clave en la interpretacion

del valor tedrico de la regresion es la correlacién entre las variables predictoras. La
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multicolinealidad se trata de un problema muestral, no un problema de especificacion

del modelo”.

Es por eso, que la forma més sencilla para detectar la presencia de
multicolinealidad en un modelo de regresion es mediante una matriz de correlacion
entre cada par de variables regresoras. Si uno o mas valores de r obtenidos son
cercanos a 1 o -1; las variables en cuestion estan altamente correlacionadas, y por
ende, una multicolinealidad severa; o examinando el condicionamiento en la matriz

X'X.

Segun Novales (2000), habra presencia de multicolinealidad si se detectan las

siguientes situaciones como:

e Pequefios cambios en los datos como exclusion o adicion a la muestra de un
reducido numero de observaciones que producen gran variacién en la
estimacion minimo cuadratico.

e Las desviaciones tipicas obtenidas para cada coeficiente estimado son altas e
individualmente son poco significativas, a pesar de ser conjuntamente

significativas y tener el modelo un R? elevado.

Tabla 1. Métodos para detectar la multicolinealidad

METODO DESCRIPCION FORMULA LIMITE

Valor absoluto de los | Si las correlaciones exceden un
coeficientes de correlacion umbral (0.5 - 0.7) es alto. (Booth et al. - |r|>0.7
(r) 1994)

Producto del autovalor; Si D es
cercano a 0 la colinealidad es alta, si

Determinante de la matriz de | D €s cercano a 1 no hay colinealidad - D es cercano a0
correlacion (D) en los datos.

Se define como la razén entre el
maximo valor propio dividido entre el
Nuamero de condicién k (X | minimo valor propio. K(X)= Amax 1,000> K (X)100

Amin
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Los IC es la raiz cuadrada entre el
méximo valor propio dividido entre el IC(A)= M 30>1C(A;) > 10
minimo valor propio.Todas los IC Amin
iguales o mayores de 30 Son
"grandes" y criticas. (Gujarati, 2004)

indice de Condicién (1C):

1
VIF; = 1 5
Factor de inflacion de ' VIF;>10
varianza (VIF)
Es la cantidad de variabilidad de las 1
variables independientes TOL =
Valor de tolerancia (TOL): seleccionadas no explicadas por el VIE;
. . . " TOL< 0.1
resto de las variables independientes”.
(Tatham, R., 2004)
En esta prueba e busca evaluar la 2 _ Ho= Las X son
! x“cal= -In — )
otorgonalidad de los regresores sobre ortogonales entre si.
Test de Farrar — Glauber la base de la matriz de correlaciones | _ (2k+5_)] .Ln |R|
por pares entre las  series H=Las X no son
independientes. ortogonales entre si.

Elaboracion propia

1.2.4. Remedios para la multicolinealidad

Mendenhall (2012) menciona las siguientes recomendaciones para dar

solucidn al problema de multicolinealidad.

1. Eliminar una o méas de las variables independientes correlacionadas del
modelo. Un procedimiento de seleccion como la Regresién escalonada es util
en determinando cuéles variables sacar.

2. Si decide mantener todas las variables independientes en el modelo:

e Evitar hacer inferencias sobre los pardmetros [ individuales (tales como
como establecer una relacion de causa y efecto entre y las variables

predictoras).
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e Restringir las inferencias sobre los valores de E (y) y futuros y a los
valores de las variables independientes que pertenecen a la region
experimental.

3. Si el objetivo final es establecer una relacion de causa y efecto entre Y y las
variables predictoras, utilice un experimento disefiado.

4. Para reducir los errores de redondeo en los modelos de Regresion polinomial,
codifique las variables independientes de modo que los términos de primer,
segundo y de orden superior para una variable x particular no estén altamente
correlacionados.

5. Para reducir los errores de redondeo y estabilizar los coeficientes de

Regresion, utilice métodos de Regresion sesgada para estimar los pardmetros
B.

1.3.  Meétodos de Regresion sesgada

Son métodos que tienen la finalidad de minimizar la suma de cuadrados del error
(SCE) sujeta a restricciones sobre valores posibles de los estimadores para la reduccion

de su varianza, generando predicciones mas precisas.

1.3.1. Regresion por Componentes Principales

La Regresion de Componentes Principales es otra alternativa para la solucién
al problema de colinealidad. Es un método introducido por Massy (1965) que aplica
minimos cuadrados sobre un conjunto de variables latentes llamados Componentes

Principales, obtenidos a partir de la matriz de correlacion.
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Consiste en eliminar de la consideracion aquellas dimensiones del espacio X
que estan causando el problema de colinealidad. Esto es similar, en el concepto, a
dejar caer una variable independiente del modelo cuando hay dispersién insuficiente
en esa variable para aportar informacién significativa sobre Y. Sin embargo, en la
Regresion de los Componentes Principales, la dimension reducida de la
consideracion se define por una combinacion lineal de las variables mas que por una

sola variable independiente. (Rawlings, 2005)

El objetivo del analisis de Componentes Principales es encontrar una
transformacion lineal de un conjunto de n variables X en un nuevo conjunto denotado

por P, donde el nuevo conjunto tiene ciertas propiedades deseables. Mendieta (1992)

Estas propiedades, que proporcionan la razon para usar las p en lugar de las x

originales, son:

e Los elementos de P no estan correlacionados entre si en la muestra

(ortogonalidad); y

e Cada elemento de P, que avanza de p; ... p,, representa la mayor parte de la
varianza combinada de las variables predictoras X como sea posible,
consistente con ser ortogonal a los p anteriores.

Se considera al modelo de Regresion lineal estandar Y = X + ¢, donde Y es
un vector respuesta de nxl, X = [Xl, ...,Xp] es nxp matriz de rango completo de
variables predictoras, f es un vector de px1 parametros, y € es un vector n x 1 de
errores aleatorios no correlacionados y normalmente distribuidos con la expectativa 0

y la varianza comun.
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La matriz de correlacion de X definida como X'X, y X'Y es el vector de

correlacionentre X y Y.

El estimador minimo cuadrado de B es f = (X'X)"1X'Y

Sea V = [Vl,...,Vp] la matriz de tamafio pxp cuyas columnas son los

autovectores normalizados de X'X, y sea 4,, ..., 4,, los correspondientes autovalores.

Sea W = [Wj, ..., W,| = XV. Entonces W; = XV; es el j.ésimo componente

principal de X. A continuacién, algunas propiedades importantes de los

Componentes Principales.

e V'V =VV'lamatrizV es ortogonal
e W'W = A donde A = diag(2y, ..., A,), W es ortogonal y [W| = ,/A;

e X=W'VyX;=Xh_,vix W
Segun lo visto, el modelo de regresion puede ser escrito de esta manera:
Y=XB+e=XV
V'B+e=Wy+e¢dondey =V'f
Bajo esta formulacidn, el estimador de minimos cuadrados de y es:
P=WW)TTW'Y =A"TW'Y  (2.1)
Y por lo tanto, el estimador de Componentes Principales de S se define por:

L=Vy=VAW'Y (2.2)
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Si todos los Componentes Principales se usan en (2.1) entonces = . Sin embargo,

en la practica, solo un subconjunto W) = [W;, ..., W], de los Componentes

Principales se utiliza en la estimacion de y .

7= W5 W) W)Y = Ay W)Y,
Y por lo tanto, (2.2) se puede reescribir como:
W'Y (2.3)

Se puede demostrar que var(p) = o2 25):1%. yvar(f) = o? 2§=1alj , donde

var(f) y var(f) se refieren a la traza de las correspondiente matriz de varianza y
covarianza. Se deduce que var(f) < var(f), pero por otro lado, E(B) # B, es
decir, el estimador de componente principal estd sesgado. La clase de los

denominados "métodos de Regresion sesgada”. También se puede demostrar que el

error cuadratico medio de 1J, (la varianza mas el sesgo al cuadrado) esta dado por:

s p
~ 1
e« 5
=17

j=s+1
1.3.2. Regresion Ridge:

La Regresion Ridge es método propuesto por Hoerl y Kennard (1970), usado
para trabajar con modelos que presentan sesgo y que nos permiten detectar la
multicolinealidad dentro de un modelo de regresion del tipo Y = XB + €. (Pifia,

2007)

Este metodo constituye una alternativa a la estimacion minimo-cuadratica,

debido a que proporciona una evidencia grafica de los efectos de la colinealidad en la
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estimacion de los coeficientes de regresion, dicho procedimiento se encuentra dentro
del grupo de las regresiones parciales o sesgadas, consideradas como no lineales.

(L6pez, 1998)

Segun James (2013), La Regresion Ridge es muy similar a los minimos
cuadrados, excepto que los coeficientes de Ridge son calculados minimizando una
cantidad ligeramente diferente. (Encoge los coeficientes estimados hacia cero). Los

coeficientes de Regresion Ridge son definidos como:
RSS(A) =W +XB) y+XB)+ AB'B
priage= (X'X + 2D X'Y

Donde: 4 >0, es un pardmetro de ajuste, que controla la intensidad del

término de penalizacion y | es la matriz identidad. Se observa que:

e cuando A = 0, obtenemos la estimacién de Regresion lineal

e cuando A = oo, obtenemos 7%9¢ = 0

e Cuando 4 se encuentra en el intermedio de los dos casos mencionado
anteriormente, estamos equilibrando dos ideas, “ajustando un modelo

lineal de Y sobre Xy reduciendo su coeficiente”
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Figura 1. Representacion geométrica de la estimacion MCO y Ridge

Interpretacion geométrica de la Regresion: Las elipses corresponden a los contornos
de la suma residual de los cuadrados (RSS): la elipse interior tiene RSS mas pequefio, y

RSS se minimiza en las estimaciones MCO. (James, 2015)

En general, Regresion Ridge produce predicciones méas precisas que los modelos

obtenidos por MCO + seleccion “clasica” de variables.

Sin embargo, si bien al aumentar A (mayor penalizacion) los coeficientes estimados
se contraen hacia cero, ninguno de ellos vale exactamente cero por lo cual no se produce

seleccion de variables. Todas las variables originales permanecen en el modelo final.
a) Seleccion de modelos

Estos indicadores ajustan el error de entrenamiento de acuerdo al tamafio del
modelo y pueden ser usados para elegir entre un conjunto de modelos con diferente

numero de variable

e R? ajustado : Para un modelo con d variables se define R? ajustado por:
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RSS/(n—d—1)
TSS /(n— 1)

R%aj=1-—

A diferencia de los otros indicadores un valor grande de R?aj indica un
modelo con menor error de prueba. EI R?ajustado paga un precio por la inclusion

de variables irrelevantes en el modelo. (Lépez, 2014)

b) Validacién cruzada:

Es una técnica utilizada para evaluar los resultados de un analisis estadistico y
garantizar que son independientes de la particién entre datos de entrenamiento y
prueba. Consiste en repetir y calcular la media aritmética obtenida de las medidas
de evaluacion sobre diferentes particiones. Se utiliza en entornos donde el objetivo
principal es la prediccion y se quiere estimar como de preciso es un modelo que se
llevard a cabo a la préctica. (Devijver, 1982). Es una técnica muy utilizada en

proyectos de inteligencia artificial para validar modelos generados.

Validacion cruzada de K iteraciones:

En la validacion cruzada de K iteraciones o K-fold cross-validation los datos
se dividen en K subconjuntos. Uno de los subconjuntos se utiliza como datos de
prueba y el resto (K-1) como datos de entrenamiento. El proceso de validacion
cruzada es repetido durante K iteraciones, con cada uno de los posibles
subconjuntos de datos de prueba. Finalmente se realiza la media aritmética de los

resultados de cada iteracién para obtener un Gnico resultado. (FH Joanneum, 2006)
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Figura 2. Validacion cruzada de K iteraciones con K=4

Error de la validacion cruzada de K iteraciones: En cada una de las k
iteraciones de este tipo de validacion se realiza un calculo de error. El resultado
final lo obtenemos a partir de realizar la media aritmética de los K valores de

errores obtenidos, segun la formula:

Es decir, se realiza el sumatorio de los K valores de error y se divide entre el
valor de K.

Validacion cruzada aleatoria

Este método consiste al dividir aleatoriamente el conjunto de datos de
entrenamiento y el conjunto de datos de prueba. Para cada division la funcién de
aproximacion se ajusta a partir de los datos de entrenamiento y calcula los valores
de salida para el conjunto de datos de prueba. El resultado final se corresponde a la
media aritmética de los valores obtenidos para las diferentes divisiones.

(Moore,s.f.)
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Figura 3. Validacion cruzada de K iteraciones con K=4

Error de la validacién cruzada aleatoria: En la validacién cruzada aleatoria
a diferencia del método anterior, cogemos muestras al azar durante k iteraciones,

aunque de igual manera, se realiza un célculo de error para cada iteracion.

El resultado final también lo obtenemos a partir de realizar la media

aritmética de los K valores de errores obtenidos, segin la misma formula:

Validacion cruzada dejando uno fuera:

La validacion cruzada dejando uno fuera o Leave-one-out cross-validation
(LOOCV) implica separar los datos de forma que para cada iteracion tengamos una
sola muestra para los datos de prueba y todo el resto conformando los datos de

entrenamiento.

La evaluacion viene dada por el error, y en este tipo de validacion cruzada el
error es muy bajo, pero en cambio, a nivel computacional es muy costoso, puesto
que se tienen que realizar un elevado numero de iteraciones, tantas como N
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muestras tengamos y para cada una analizar los datos tanto de entrenamiento como

de prueba. (Elkan, 2011)

r \
| Dato de prueba | Datos de entrenamiento

v r . \
reeacon 1 - D009 90000000000000000
rersconz— DOV 00000000000000000

r .
| Dato N ’

resienn| - 090 9000000000000000[)
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Figura 4. Validacion cruzada dejando uno fuera (LOOCV)

Error de la validacién cruzada dejando uno fuera: En la validacion cruzada
dejando uno fuera se realizan tantas iteraciones como muestras (N) tenga el
conjunto de datos. De forma que para cada una de las N iteraciones se realiza un
calculo de error. El resultado final lo obtenemos realizando la media aritmética de

los N valores de errores obtenidos, segun la férmula:

Donde se realiza el sumatorio de los N valores de error y se divide entre el valor de

1.3.3. Least Absolute Shrinkage and Selection Operator (LASSO)

Con la finalidad de encontrar una técnica de Regresion lineal que brinde un
modelo parsimonioso de facil interpretacion y que a su vez tenga la propiedad de

contraer los coeficientes del modelo, logrando estabilizar las estimaciones y
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predicciones, Tibshirani (1996) propuso una técnica que combina la seleccion de

variables y la penalizacion de los parametros Ilamada LASSO.

LASSO, al igual que Ridge, encoge algunos coeficientes pero a su vez
establece otros a 0, con lo cual hace una especie de seleccion de variables en forma

continua debido a la norma L, , reteniendo las buenas caracteristicas.

En los dltimos afios en el avance de la investigacion y aplicacion de las
técnicas LASSO, se debe principalmente a la existencia de problemas donde p >> n.

(Tibshirani, 2011)

LASSO resuelve el problema de minimos cuadrados con restriccion sobre la

norma L1 del vector de coeficientes.

n

2
p 14
Blasso = min z yi—ﬁO—Zﬂinj s.a Zlﬂjl <s
j=1

i=1 j=1
O de forma equivalente, minimizando

2
n

> yi—ﬁo—iﬁjxi,- +/1ilﬁjl
j=1 j=1

i=1

Siendo s y 1 = 0 los pardmetros de penalizacion por complejidad. Para la determinar
A se utilizara la técnica de validacion cruzada (cross validation). A medida que A
aumenta, la varianza disminuye y el sesgo aumenta. Ademas si 4 — 0, la estimacion

sera muy parecida a la de minimos cuadrados.

La diferencia entre la Regresion de Ridge y la LASSO se puede ver desde la

forma diferente de las funciones de penalidad representadas. La Regresion Ridge
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impone una penalizacidn cuadratica que tiene un impacto muy fuerte en los valores
de los grandes coeficientes pero una pequefia penalizacion para los valores cercanos
a cero. Por el contrario, la penalizacion del valor absoluto para el LASSO aumenta a
una velocidad mas lenta para valores de coeficientes grandes, pero se aleja de cero
mas réapido para coeficientes cercanos a cero. Por consiguiente, esperamos que el
comportamiento deseable sea que los coeficientes pequefios se contraigan mas
fuertemente hacia cero, mientras que los coeficientes mas grandes seran menos

afectados por la penalizacion. (Fahrmeir, 2013)
a. Lapropiedad de seleccion de variable LASSO

En la figura 1 la soluciéon de minimos cuadrados estd marcada como J,
mientras que el diamante y el circulo azul, representan las restricciones de
Regresion de LASSO y Ridge respectivamente. Si s es suficientemente grande,
entonces las regiones de restriccion contendran [, por lo que las estimaciones
de Regresion de Ridge y LASSO seran las mismas que las estimaciones de

minimos cuadrados. (James, 2015)

Sin embargo, en las estimaciones de minimos cuadrados estan fuera del
diamante y del circulo, por lo que las estimaciones de minimos cuadrados no

son las mismas que las estimaciones de LASSO y de Regresion de Ridge.
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Figura 5. Representacion geométrica de la Regresion Ridge y Lasso

Contornos de las funciones de error y restriccion para LASSO (izquierda) y
Regresion de Ridge (derecha) para p=2. Las areas azul sélidas son las regiones de
restriccion, |8, | + |82l < s y Bi* + B,° < s, mientras que las elipses rojas son los

contornos del RSS. (James, 2015)

Las elipses que estan centradas alrededor de S representan regiones de
constante RSS. En otras palabras, todos los puntos de una elipse comparten un valor
comun del RSS. A medida que las elipses se expanden lejos de las estimaciones del

coeficiente de minimos cuadrados, el RSS aumenta.

Desde que la Regresion Ridge tiene una restriccion circular sin puntos
afilados, esta interseccién no generalmente ocurrira en un eje, y por lo que las
estimaciones de los coeficientes de Regresion Ridge seran exclusivamente distinto de
cero. Sin embargo, la restriccion del LASSO tiene esquinas en cada uno de los ejes,
por lo que la elipse a menudo intersecara la region de restriccion en un eje. Cuando

esto ocurre, uno de los coeficientes sera igual a cero. (James, 2015)
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1.4. Variables de estudio

1.4.1. Bolsa de Valores

El BCRP (2011) define a la bolsa de valores como "Mercado organizado en el
que se negocia publicamente la compra y la venta de titulos de renta fija y variable
(acciones, obligaciones, etc.), bienes, materias primas, etc. Las bolsas facilitan y
regulan los cambios comerciales y ofrecen un magnifico medio para conocer las
condiciones del mercado. Los bienes que se negocian en las bolsas deben reunir las
caracteristicas de estandarizacion, fungibilidad y abundancia como para negociarlos

con fluidez."

a) Funciones

La Bolsa de Valores de Lima tiene, entre otros, las siguientes funciones:

e Proporcionar a los participantes del mercado los locales, sistemas y
mecanismos que les permitan, en sus diarias negociaciones, disponer de
informacién transparente de las propuestas de compra y venta de los
valores, la imparcial ejecucion de las ordenes respectivas y la liquidacion

eficiente de sus operaciones.

e Fomentar las negociaciones de valores, realizando las actividades y
brindando los servicios para ello, de manera de procurar el desarrollo

creciente del mercado.

e Inscribir, con arreglo a las disposiciones legales y reglamentarias, valores

para su negociacion en Bolsa, y registrarlos.
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e Ofrecer informacion al publico sobre los Agentes de Intermediacion y las

operaciones bursatiles.

e Divulgar y mantener a disposicion del publico informacion sobre la
cotizacion de los valores, asi como de la marcha econdmica y los eventos

trascendentes de los emisores. (BVL, 2017)

b) Importancia de las Bolsas de Valores

Los recursos invertidos por medio de las Bolsas de Valores permiten tanto a las
empresas como a los gobiernos, financiar proyectos productivos y de desarrollo
que generan empleos y riqueza para un pais. Los oferentes de recursos de estos
recursos reciben a cambio la oportunidad de invertir en una canasta de
instrumentos que les permite diversificar su riesgo, optimizando sus

rendimientos.

Es importante destacar que las Bolsas de Valores son mercados

complementarios al Sistema Financiero tradicional. (Valle, 2011)

c) Factores que influyen en la bolsa de valores

Calzada (2016) nos dice que existen muchos factores que influyen el
movimiento de la bolsa de valores, pero principalmente son factores
econdmicos y politicos los que mueven los indicadores de los mercados, tal es
el caso de la bolsa de New York y la de China, ya que un movimiento relevante

que se de en Wall Street repercutira en las bolsas a nivel global.

Algunas de las variables mas importantes y que tienen un peso especifico en el
movimiento de las bolsas de valores y son las siguientes: PIB, Empleo,

Inflacion, Tipo de cambio, Tasa de interés y Precio de la materia prima.
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1.4.2. Indice General de la Bolsa de Valores de Lima (IGBVL)

El indice muestra el comportamiento a largo plazo de los precios de las
principales acciones, las cuales estan inscritas en Bolsa, considerando una cartera
seleccionada. En la actualidad esta cartera esta conformada por 32 activos mas

negociados del mercado.

Para obtener este indicador se toma en cuenta las variaciones en los precios y
los dividendos o acciones liberadas repartidas, asi como la suscripcién de acciones. La
base para el calculo es el 30 de diciembre de 1991 = 100. El 2 de enero y el primero de
julio de realiza una revision constante con el objetivo de mantener actualizada la

cartera (BVL, 2017).

1.4.3. Los indices bursatiles

Segun el Banco Central de Reserva del Per (2011), los indices bursatiles son
indicadores que expresan la tendencia promedio de los valores mas representativos

de un mercado bursatil.

a) Funcion
Vallle (2011) nos dice que la funcion de los indices bursatiles es medir el

comportamiento del mercado al que representan y compararlo con la evolucion

de un valor o una cartera de valores determinada.

Los indices bursatiles son una referencia cada vez mas importante para los
gestores de cartera. Lo son también en la oferta de nuevos productos, sobre todo
en depdsitos y fondos. Se habla mas de ellos que de los mercados a los que

representan.
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b) Los méas importantes

Standard & Poor’s 500 (S&P 500): Precio de cierre diario ponderado
basado en las 500 compafiias mas representativas de la Bolsa
neoyorquina.

National Association of Securities Dealers Automated Quotation
(NASDAQ): Precio de cierre diario ponderado compuesto por compafiias
del rubro tecnolégico.

Dow Jones: Precio de cierre diario ponderado compuesto por 30 de las
acciones mas significativas de compafiias industriales (servicios
financieros, tecnologia, minoristas, entretenimiento y bienes del
consumidor), que cotizan en la bolsa de New York.

Nihon Keizai Shinbun (NIKKEI 225): Precio de cierre diario

ponderado, compuesto por 225 acciones que cotizan en la bolsa de Tokio.

Ademas se consideraron otras variables para el estudio por tratarse de

acciones correspondientes a las principales empresas del rubro tecnoldgico y que

estan vinculados linealmente a la rentabilidad al mercado al cual pertenecen.

Apple: Precio de cierre diario ponderado de las acciones de la empresa
multinacional estadounidense que disefia produce equipos electronicos.
Microsoft: Precio de cierre diario ponderado de las acciones de la
empresa estadounidense, dedicada al sector software y hardware.
International Business Machines (IBM): Precio de cierre diario
ponderado de las acciones de la empresa estadounidense de tecnologia y

consultoria relacionado a la informatica.

40



Amazon: Precio de cierre diario de las acciones de la compafiia

estadounidense dedicada al comercio electronico.

AT&T: Precio de cierre diario de las acciones de la compafiia

estadounidense de telecomunicaciones.

Hewlett Packard (HP): Precio de cierre de las acciones de la compafiia

dedicada a la tecnologia de informacion.
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Il. METODOS Y MATERIALES

2.1. Tipo de investigacion

Investigacion de tipo analitico - correlacional.

2.2. Disefio de investigacion

Disefio no experimental

2.3. Poblacién y muestra

2.3.1. Poblacién
La poblacion esta constituida por las series temporales de los precios diarios
de los indices bursatiles y el indice Bursatil de la Bolsa de Valores de Lima. Se

consideraron 11 procesos estocasticos.

2.3.2. Muestra
Conformada por los valores diarios registrados en las distintas series
bursatiles en el periodo comprendido entre los afios 2000 al 2014, la cual esta

constituida por 3,773 observaciones.

Tal como se menciond en el apartado del marco tedrico 1.4.2 y 1.4.3, las

variables tomadas para presente investigacion fueron las siguientes:
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Tabla 2. Variables de estudio.

N° Abreviatura Variables de estudio T|p_o de
variable
IGVBL* ir!dice General de la Bolsa de Valores de
1 Lima Respuesta
2 - Apple Explicativa
3 - Microsof Explicativa
4 - Amazon Explicativa
5 AT&T American Telephone and Telegraph Explicativa
6 IBM International Business Machines Explicativa
7 AP500 Standard & Poor’s 500 Explicativa
8 DOW Dow Jones Explicativa
9 NIKKEI Nihon Keizai Shinbun Explicativa
10 HP Hewlett Packard Explicativa
11 NASDAQ National Association of Securities Dealers Explicativa

Automated Quotation

Elaboracion propia

2.4, Técnicas e instrumentos de recoleccion de datos

No se aplico instrumentos de recoleccion de datos, puestos que los mismos
fueron obtenidos de fuentes disponibles de la red.

Los indicadores bursatiles diarios se obtuvieron de los registros financieros
recuperados de la pagina web: finance.Yahoo.com. y el indicador del IGBVL se obtuvo

a partir de la pagina web de la Bolsa de Valores de Lima.

2.5.  Andlisis estadistico de los datos

Inicialmente se realiz6 el analisis exploratorio con la finalidad de encontrar las
relaciones lineales existentes entre las variables de estudio para la cual se hizo uso de

graficos de matriz de dispersion y matriz de correlaciones.
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Luego, mediante indicadores como el Factor de Inflacion de la Varianza
(FIV), indice de tolerancia e indice de condicion, se confirmd la presencia de

multicolinealidad en las variables de estudio.

Posteriormente, se construyeron modelos en funcion de los indices bursatiles,
tales como el modelo clasico de minimos cuadrados ordinarios, Regresion por

Componentes Principales, Regresion Ridge y LASSO.

Finalmente se determind cuél de los modelos propuestos genera una menor

varianza ante presencia de multicolinealidad y supera al modelo clasico de MCO.

Para el procesamiento de los datos se utiliz6 el software R- Studio y para la

edicién de tablas de resultados, la hoja de célculo de Excel 2013.
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I11. RESULTADOS

Con la finalidad de crear el modelamiento lineal en relacion de los indices
bursétiles mundiales y el indice General de Bolsa de Valores de Lima (IGBVL) se

procedio a determinar la existencia de colinealidad entre las variables regresoras.

En la tabla 3 se muestran los indicadores generales; la determinante de la matriz de
disefio X’ X dio como resultado 0.000. En este caso la matriz X' X es casi singular, es decir
que su determinante no es 0 pero es muy pequefia. Como para invertir una matriz hay que
dividir por su determinante, en esa situacién surgen problemas de precision en la
estimacién de los coeficientes. Por consiguiente, a la hora de plantear modelos de

Regresion conviene estudiar previamente la existencia de colinealidad.

Otro indicador general de multicolinealidad es el indice de condicion, que se define
como la raiz cuadrada del cociente del maximo valor propio entre el minimo valor propio;
puesto que el resultado se encuentra entre los limites de 20 y 30, se considera la presencia

de multicolinealidad moderada.

Y para los indicadores individuales de multicolinealidad, el VIF tiene como limite
establecido el valor de 10 por lo cual se muestra que las Unicas variables que no superan el

limite indicado son Microsoft, Dow Jones y Nikkei.

Los resultados encontrados muestran que seria un problema realizar estimaciones
de modelos de Regresion de Minimos Cuadrados usando estas variables que son altamente
colineales y como consecuencia genera problemas en la inflacion de la varianza y en las
estimaciones de los parametros, llevando como consecuencia a una mala inferencia

estadistica.
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Tabla 3
Indicadores para la determinacion de multicolinealidad en las variables regresoras

Indicadores individuales Indicadores generales
Variables regresoras . Determinante Ind_ic_e, de
VIF Tolerancia condicion IC
(D) ™)
l
Apple 17.375* 0.058*
Microsoft 6.139 0.163
AT&T 14.094* 0.071*
IBM 19.614* 0.051*
Amz 13.369* 0.075* «
Sp500 52.586* 0.019* 0.0000 24.823
Nasdaq 28.749* 0.035*
Dow Jones 8.631 0.116
Nikkei 6.560 0.152
Hp 13.421* 0.075*

Elaboracion propia

En consecuencia del analisis realizado de la prueba de multicolinealidad, se detectd
que las variables estan altamente correlacionadas (ver anexo 1), por ende este efecto

causaria problemas en la estimacion de los coeficientes de Regresion.

3.1.  Minimo Cuadrados Ordinarios (MCO)

En la tabla 4 se observa las estimaciones realizadas por el método de minimos
cuadrados ordinarios. Todas las estimaciones de los coeficientes de Regresion resultaron

ser significativas a excepcion de la variable SP500 el cual obtuvo un p valor de 0.06250.

La presencia de multicolinealidad tiende a aumentar las estimaciones de los betas y
sus respectivas varianzas, otra consecuencia es un R? muy alto, en este caso se obtuvo un

valor de 0.94690 y esto es resultado del efecto de inflacion de varianza que tienen las
variables regresoras. Por otra parte la medida general para comparar la variabilidad del
modelo MCO se considerd a la varianza efectiva que es una medida de generalizacion de la

media geométrica, siendo su valor de 0.00037.
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Tabla 4
Estimacidn de coeficientes mediante la Regresién Minimos Cuadrados Ordinarios

;ég;:easlg:r?s Coeficiente  Std. Error R? MSE \g?;?ir\]/za
Constante 11.725 0.46
Apple 0.804 0.011
Microsoft -1.179 0.043
AT&T 0.654 0.051
IBM -0.453 0.048

Amazon 0.283 0.015 0.9469 0.06225 0.00037
SP500 0.266 0.143
Nasdaq -1.218 0.069
Dow Jones 0.534 0.037
Nikkei 0.489 0.043
HP -0.282 0.021

Elaboracion propia

3.2. Métodos de contraccion o regresion penalizada

3.2.1. Regresion por Componentes Principales (RCP)

Una de las propuestas planteadas para el tratamiento y control de las variables
colineales; es la Regresion por Componentes Principales (RCP). Un previo al anélisis al

RCP es la identificacion del nimero de componentes a utilizar en el modelo.

La decision para la seleccion de namero de Componentes esté en base al anélisis de
autovalores mayores a 1 y tal como se puede observar en la tabla 5, el componente PC1
posee un autovalor de 6.7471 siendo esta variable una combinacion lineal de las variables
regresoras originales que a su vez explica un 67.47% de la variabilidad total de las
predictoras. Asi mismo se observa en general que el nimero de Componentes es igual al
numero de variables que contribuyen al modelo; cada una con su respectiva varianza

explicada y acumulada.
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Tabla 5
Componentes Principales y varianza explicada

Componentes Autovalor Varianza Varianza acumulada
PC1 6.7471 0.6747 0.6747
PC2 1.7317 0.1732 0.8479
PC3 0.6335 0.0634 0.9113
PC4 0.3820 0.0382 0.9495
PC5 0.2388 0.0239 0.9733
PC6 0.1257 0.0126 0.9859
PC7 0.0551 0.0055 0.9914
PC8 0.0417 0.0042 0.9956
PC9 0.0334 0.0033 0.9989
PC10 0.0109 0.0011 1.0000

Elaboracion propia
Para la estimacion del modelo con Componentes Principales, se considero a utilizar
dos Componentes como variables explicativas para el modelo. Los dos Componentes

elegidos rescatan el 84.79% de la informacion de las variables explicativas originales.

En la tabla 6 se observa la estimacion de los coeficientes de Regresion para los
Componentes Principales. El analisis individual de los coeficientes de las variables y la
constante resultaron ser muy significativas. El modelo tiene un coeficiente de
determinacion alto, verificando que los Componentes explican en un 71.27% la

variabilidad del IGBVL; y su varianza efectiva es de 3.93666E-05.

Tabla 6
Estimacidn de coeficientes mediante el método de Regresion por Componentes Principales
Componentes  Coeficiente Std. R? MSE Varla_nza
Error efectiva
Constante 8.8174 0.0095
PC1 0.3039 0.0036 0.7127 0.3368 3.93666E-05
PC2 -0.3501 0.0072

Elaboracion propia
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3.2.2. Regresion Ridge
El primer paso para realizar la Regresion Ridge, es encontrar aquel valor de lambda
que minimiza la suma de cuadros del modelo de Regresion ordinario. La técnica utilizada

para encontrar dicho valor es la validacién cruzada.

En el Figura 6 se muestra la secuencia de un conjunto de lambdas calculados en
logaritmo y el efecto de contraccion que tienen en los coeficientes a medida que el log

lambda aumenta.

Se puede apreciar que a medida que lambda aumenta, los coeficientes de Regresion
tienden a converger hacia cero. Pese a esto, los coeficientes de la Regresion Ridge nunca

son iguales a cero.

En el Figura 7 se muestra la seleccion de lambda que minimiza el error cuadratico

de la validacién cruzada, siendo su valor de A =0.1109698.
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Figura 6. Encogimiento de coeficientes de Regresion segun la funcion de lambda

49



16 10 10 10 10 10 10 10 10 10 10 10 10 10 10

5 o | 'J"/—_—.‘
= —
L
S - ..0°..
g o
g S o'....
% -
c
g -
4]
= N
S -
I I I
-2 0 2 4 6
log(Lambda)

Figura 7. Seleccion de lambda mediante validacion cruzada.

Al principio, el error cuadratico medio es muy alto y luego a medida que el valor de
lambda disminuye, el error cuadratico también lo hace hasta en algun punto donde se hace
minimo. En la parte superior de la Figura 7 se muestra el nimero de variables distinto de

cero que hay en el modelo.

Después de haberse encontrado el valor de lambda A =0.1109698, se procede a la
estimaciéon del modelo, en la Tabla 7 se muestra los resultados de la estimacion de
coeficientes de Regresion Ridge. A diferencia de las estimaciones obtenidas por minimos

cuadrados, Ridge contrae a las estimaciones como a sus errores estandar.

El coeficiente de determinacion obtenida por Ridge es de 90.28% y una varianza
efectiva del 0.00034. Puesto que las estimaciones de minimo cuadrado se hicieron con
variables que estan afectados por la multicolinealidad; el sesgo que introduce Ridge hace
que las estimaciones de los coeficientes se contraigan, sucediendo lo mismo con las

varianzas de las estimaciones; este efecto hace que el R? sufra ese mismo cambio.
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Tabla 7
Estimacion de coeficientes mediante el método de la Regresion Ridge

Variables Coeficiente Std. Error R? MSE Varla_nza

regresoras efectiva
Constante 9.484 0.327
Apple 0.593 0.011
Microsoft -0.182 0.042
AT&T -0.02 0.042
IBM -0.154 0.043

Amazon 0.065 0.015 0.90284 0.11385 0.00034
SP500 -0.067 0.119
Nasdaq -0.209 0.061
Dow Jones 0.075 0.032
Nikkei 0.03 0.041
HP 0.183 0.021

Elaboracion propia

3.2.3. Regresion LASSO

Del mismo modo que la Regresion Ridge, para la estimacion de la Regresion

LASSO también es necesario de encontrar el valor de lambda mediante validacion cruzada.

En la Figura 8 se muestra la relacion de log lambda y el encogimiento de los
coeficientes de Regresion; a diferencia de Ridge, LASSO puede hacer seleccion de

variables, esto es, algunos coeficientes se hacen cero.

En la Figura 9, se muestra que el error cuadratico medio de la validacion cruzada
comienza siendo demasiado alto, y a medida que el lambda va disminuyendo, llega a un
punto en donde el MSE es el minimo y ese valor esta asociado a un valor de lambda
optimo (A = 0.003160459). Ademas se observa en la parte superior del grafico que el

modelo realiza una seleccion de variables.
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A continuacion, se observa las estimaciones obtenidas por la Regresion LASSO.

Puesto que LASSO realiza una penalizacion en la norma L1, y esto da la posibilidad de

que un coeficiente se haga cero.
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Figura 9. Seleccion de lambda mediante validacion cruzada para LASSO

En el andlisis grafico se determind que LASSO hace una seleccion de variable, en

este caso,

la variable que queda fuera del modelo es SP500, siendo esta variable la que
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obtuvo mayor VIF y ser poco significativa. (Ver Tabla 3). El coeficiente de determinacion
obtenido por el modelo es de 94.12%, siendo este valor muy parecido al que se obtuvo por

el MCO, y un valor de varianza efectiva de 0.00072.

Tabla 8
Estimacion de coeficientes mediante el método de la Regresién LASSO
Variables Coeficiente  Std. Error R? MSE Varla_nza
regresoras efectiva
Constante 11.197 0.407
Apple 0.791 0.011
Microsoft -0.896 0.043
AT&T 0.188 0.047
IBM -0.294 0.046
Amazon 0.097 0.015 0.94118 0.06893 0.00072
Nasdaq -0.7 0.066
Dow Jones 0.371 0.035
Nikkei 0.355 0.042
HP -0.045 0.021

Elaboracion propia

3.3.  Comparaciéon de modelos
Finalmente en la Tabla 9 se observa las estimaciones de cada coeficiente por los
distintos métodos propuestos en la presente investigacion. Los resultados por MCO fueron
obtenidos en presencia del problema de multicolinealidad; para dar solucion a ese
problema se aplicé la primera técnica propuesta que es la estimacion Ridge el cual abordd
el problema contrayendo los coeficientes de regresion observandose asi mismo la

reduccion de su error estdndar y su R?.

La segunda técnica aplicada fue LASSO, el cual al igual que Ridge, también generd
una reduccion en los coeficientes de estimacion, sumandose también la propiedad de
seleccidn de variables, que en este caso la variable SP500 quedo fuera del modelo debido a

su poca contribucion.
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Y por ultimo la Regresion por Componentes Principales redujo dimensionalidad en
las variables generando un modelo méas parsimonioso con tal solo dos variables regresoras
mas la constante; siendo estas variables independientes entre si cumpliéndose la propiedad

de ortogonalidad y podria decirse eliminando el problema de multicolinealidad.
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Tabla 9

Comparacion de estimaciones de los modelos MCO, Ridge, LASSO y RCP

RIDGE

LASSO

RCP

Estimacion Coeficiente Std. Error Coeficiente Std. Error Coeficiente Std. Error Estimacion Coeficiente Std. Error
Constante 11.7252 0.4602 9.4841 0.3274 11.1967 0.4069 Constante 8.8174 0.0095
Apple 0.8037 0.0111 0.5933 0.0110 0.7905 0.0111 PC1 0.3039 0.0036
Microsoft -1.1794 0.0432 -0.1816 0.0424 -0.8955 0.0429 PC2 -0.3501 0.0072
AT&T 0.6538 0.0507 -0.0200 0.0423 0.1875 0.0473 - - -
IBM -0.4526 0.0480 -0.1539 0.0433 -0.294 0.0461 - - -
Amazon 0.2834 0.0148 0.0649 0.0147 0.0967 0.0148 - - -
SP500 0.2664 0.1430 -0.0670 0.1194 - - - - -
Nasdaq -1.2179 0.0694 -0.2093 0.0611 -0.6996 0.0664 - - -
Dow Jones 0.5339 0.0366 0.0752 0.0316 0.3711 0.0347 - - -
Nikkei 0.4895 0.0428 0.0301 0.0409 0.3554 0.0421 - - -
HP -0.2824 0.0210 0.1826 0.0207 -0.0447 0.0209 - - -
R? 0.9469 0.90258 0.9412 0.7127
Varianza efectiva 0.0003669 0.0003426 0.0007242 0.0000394

Elaboracion propia
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IV. CONCLUSIONES

Con respecto a los resultados finales de la investigacion se llega a la conclusion que
los estimadores penalizados o sesgados (Ridge, LASSO y Componentes
Principales) generan menor estimacion de varianza que los generados por
estimados Minimo Cuadratico Ordinario (MCO) corroborandose los antecedentes
de investigaciones pasadas.

Las variables que corresponde a los indices Bursatiles mundiales en relacion con
los indices General de la Bolsa de Valores de Lima (IGBVL) son datos que estan
altamente correlacionados; por ende, existe la presencia de multicolinealidad
aproximada que podria generar problemas en la inflacién de la varianza en los
coeficientes de Regresion.

La estimacion por minimos cuadrados gener6 un modelo que explica en un 94.69%
la variacion del indice general de la Bolsa de Valores de Lima (IGBVL) y con una
varianza efectiva de 0.0003669.

La estimacion por Componentes Principales gener6 un modelo que explica en un
71.27% al indice general de la Bolsa de Valores de Lima (IGBVL) y obteniendo
una varianza efectiva de 0.0000394; ademas simplifico la complejidad del modelo a
tres coeficientes de Regresion. Se tomd como base a dos Componentes Principales
que explica un 84.79% de variabilidad del total de variables explicativas, siendo

poca la perdida de informacion.
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Las estimaciones de Ridge y LASSO contraen a los coeficientes de Regresion de
tal manera que tratan de controlar el efecto de colinealidad en el modelo
minimizando las estimaciones de los betas y sus varianzas. Las estimaciones de
Ridge y LASSO generaron un coeficiente de determinacién de 90.26% y 94.12%
respectivamente y varianza efectiva de 0.0003426 y 0.0007242. se afiade que la
Regresion de LASSO generd una seleccion de variables dejando como resultado un
modelo con diez coeficientes de Regresion.

La técnica que genera menor varianza fue la Regresién por Componentes
Principales (0.0000394), Ridge (0.0003426), Minimo Cuadrados (0.0003669) y por

(ltimo LASSO (0.0007242).
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V. RECOMENDACIONES

El estudio de técnicas de analisis de datos a grandes dimensiones y en particular en
estudios economeétricos es considerada una de las areas mas dinamicas de investigacion en
los ultimos afios, por lo cual en medida de complementar las técnicas expuestas, se
recomienda el estudio de la técnica elastic net, que combina los beneficios de la Regresion

Ridge y LASSO.

Por otro lado, para personas interesadas en profundizar los temas propuestos en esta
investigacion, se recomienda considerar el estudio de técnicas de estimaciones robustas del
tipo bayesiana, tales como Ridge Generalizado, Ridge Bayesiano, LASSO Bayesiano o
Regresion por garrotes negativos, con la finalidad de prevenir la sensibilidad de los

minimos cuadrados ordinarios ante observaciones atipicas.
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ANEXOS

Anexo 1

Tabla 10

Resumen de los valores y vectores propios obtenidos de la matriz de correlacién

VALORES PROPIOS

[1] 6.74708 1.73175 0.63355 0.38197 0.23880 0.12573 0.05512 0.04168 0.03339 0.01094

VECTORES PROPIOS
L] [.2] [.3] [4] [.5] L.6] L7] [.8] [.9] [,10]

[1] -0.33364 -0.30211 -0.07333 0.38876 0.12121 -0.11372 0.15899 0.70970 -0.23908 0.16479
[2,] -0.34329 0.17831 0.09859 -0.37643 0.15418 -0.81484 -0.02138 0.01097 0.10258 0.01029
[3.] -0.33917 0.00005 0.42862 0.15119 -0.60435 0.04498 0.33028 0.02213 0.36597 -0.26003
[4,] -0.33687 -0.28511 0.22253 -0.28816 -0.17329 0.11297 0.06517 -0.33193 -0.70804 0.11893
[5] -0.32986 -0.31115 -0.07748 0.02683 0.54095 0.18414 0.41593 -0.36727 0.37388 0.11595
[6,] -0.34220 0.32041 -0.01235 -0.10723 -0.15663 0.27789 -0.28338 0.07196 0.21907 0.73031
[7.] -0.34494 0.20812 0.24940 -0.21524 0.37524 0.39524 -0.33889 0.25574 -0.01781 -0.50158
[8] -0.26893 0.22045 -0.77921 -0.24313 -0.24253 0.11532 0.26706 0.05370 -0.07123 -0.24780
[9.] -0.13659 0.65230 0.07494 0.55410 0.17825 -0.06090 0.19730 -0.26897 -0.31040 -0.00999
[10,] -0.32625 -0.28065 -0.26557 0.42021 -0.13308 -0.15483 -0.61849 -0.32379 0.08687 -0.17631

Elaboracion propia
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Tabla 11

Matriz de correlaciones de los indices bursatiles y el IGVBL

Anexo 2

Variables

APPLE  MICR. AT&T IBM AMAZON SP500 NASDAQ DOW NIKKEI HP IGVBL
Regresoras
APPLE 1.00000
MICR. 0.63400 1.00000
AT&T 0.74800 0.76500 1.00000
IBM 0.84400 0.72700 0.83200 1.00000
AMAZON 0.91600 0.66100 0.67000 0.86800 1.00000
SP500 0.57800 0.87300 0.79300 0.63400 0.57100  1.00000
NASDAQ 0.63300 0.88300 0.78800 0.72500 0.68600  0.92000 1.00000
DOW 0.48600 0.65600 0.43000 0.43300 0.49100  0.76600 0.58300  1.00000
NIKKEI 0.04700 0.45400 0.33800 -0.05900 -0.01900 0.63900 0.52600  0.40000 1.00000
HP 0.93800 0.60400 0.70700 0.80000 0.86600  0.59000 0.57100 0.57300 0.05200 1.00000
IGVBL®™  0.93400 0.44100 0.62000 0.68800 0.82400  0.44000 0.44400 0.45600 0.01600 0.88400 1.00000

Elaboracion propia
(*) Variable dependiente
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Anexo 3

Tabla 12

Matriz de varianza y covarianza de los estimadores de Minimos Cuadrados Ordinarios

Variables Cons Apple Microsoft AT&T IBM Amazon  SP500 Nasdag Dow Nikkei HP
regresoras

Cons 0.21177 -0.00063  0.00485 0.01816 -0.01345 -0.00080 -0.04765 0.01992 0.01134 -0.00748 0.00170
Apple  -0.00063 0.00012  0.00000 -0.00020 0.00003  -0.00006 0.00049 -0.00015 -0.00006 -0.00006 -0.00015
Microsoft 0.00485 0.00000  0.00186 0.00000 -0.00051  0.00001 -0.00009 -0.00053 -0.00028 -0.00031 0.00007
AT&T  0.01816 -0.00020  0.00000 0.00257 -0.00144  0.00013 -0.00430 0.00160 0.00114 -0.00052 0.00012
IBM -0.01345 0.00003  -0.00051 -0.00144 0.00231  -0.00015 0.00060 -0.00101 -0.00015 0.00148 -0.00014
Amazon -0.00080 -0.00006  0.00001 0.00013 -0.00015 0.00022 0.00059 -0.00047 -0.00011 0.00003 -0.00007
SP500  -0.04765 0.00049  -0.00009 -0.00430 0.00060  0.00059 0.02044 -0.00783 -0.00435 -0.00147 -0.00101
Nasdaq 0.01992 -0.00015 -0.00053 0.00160 -0.00101  -0.00047 -0.00783 0.00482 0.00160 -0.00051 0.00065
Dow 0.01134 -0.00006 -0.00028 0.00114 -0.00015 -0.00011 -0.00435 0.00160 0.00134 0.00019 0.00003
Nikkei  -0.00748 -0.00006 -0.00031 -0.00052 0.00148  0.00003 -0.00147 -0.00051 0.00019 0.00183 -0.00003
HP 0.00170 -0.00015 0.00007 0.00012 -0.00014  -0.00007 -0.00101 0.00065 0.00003 -0.00003 0.00044

Elaboracion propia

VARIANZA TOTAL VARIANZA GENERALIZADA VARIANZA EFECTIVA

0.24772 1.62E-38 0.00037
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Tabla 13

Anexo 4

Matriz de varianza y covarianza de los estimadores de Componentes Principales

Cons PC1 PC2
Cons 8.93136E-05 3.46605E-21 9.03636E-20
PC1 3.46605E-21 1.32409E-05 -1.26386E-20
PC2 9.03636E-20 -1.26386E-20 0.000051588
Elaboracion propia

VARIANZA TOTAL

VARIANZA GENERALIZADA

VARIANZA EFECTIVA
0.000154142 6.10E-14 3.93666E-05
1lcomps 2comps 3 comps 4 comps 5 comps 6comps 7comps 8comps 9comps 10comps
X 67.47 84.79 91.12 94.94 97.33 98.59 99.14 99.56 99.89 100
IGBVL 53.15 71.27 74.99 90.21 90.22 90.23 92.42 94.55 94.56 94.7
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Tabla 14

Anexo 5

Matriz de varianza y covarianza de los estimadores del método Ridge

r\gggzg'rfs Cons  Apple Microsoft ~ AT&T IBM  Amazon SP500 Nasdaq Dow  Nikkei  HP
Cons 00722 -0.00027 0.00260  0.00913  -0.00700 -0.00036 -0.02309 0.00963 0.00555 -0.00407 0.00077
Apple  -0.00027 0.00012 0.00000  -0.00016  0.00001 -0.00006 0.00039 -0.00011 -0.00004 -0.00007 -0.00015
Microsoft 0.00260 0.00000 0.00180  -0.00019  -0.00036  0.00001  0.00038 -0.00073 -0.00039 -0.00022 0.00005
AT&T 000913 -0.00016 -0.00019  0.00179  -0.00089  0.00016 -0.00218 0.00071 0.00064 -0.00023 0.00004
IBM  -0.00700 0.00001 -0.00036  -0.00089  0.00188 -0.00017 -0.00081 -0.00041 0.00018 0.00123 -0.00009
Amazon -0.00036 -0.00006 0.00001  0.00016  -0.00017 0.00022 0.00047 -0.00042 -0.00008 0.00003 -0.00007
SP500  -0.02309 0.00039 000038  -0.00218  -0.00081  0.00047 0.01425 -0.00526 -0.00291 -0.00214 -0.00077
Nasdag ~ 0.00963 -0.00011 -0.00073  0.00071  -0.00041 -0.00042 -0.00526 0.00374 0.00100 -0.00021 0.00055
Dow  0.00555 -0.00004 -0.00039  0.00064  0.00018 -0.00008 -0.00291 0.00100 0.00100 0.00035 -0.00003
Nikkei ~ -0.00407 -0.00007 -0.00022  -0.00023  0.00123  0.00003 -0.00214 -0.00021 0.00035 0.00167 -0.00001
HP 000077 -0.00015 0.00005  0.00004  -0.00009 -0.00007 -0.00077 0.00055 -0.00003 -0.00001 0.00043

Elaboracion propia

VARIANZA TOTAL

VARIANZA GENERALIZADA

VARIANZA EFECTIVA

0.13411

7.62E-39

0.00034
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Tabla 15

Matriz de varianza y covarianza de los estimadores de LASSO

Anexo 6

Variables

regresoras Cons Apple  Microsoft AT&T IBM Amazon  SP500 Nasdaq Dow Nikkei HP
Cons 0.16558 -0.00049  0.00379 0.01420 -0.01051  -0.00063 -0.03726 0.01558 0.00886 -0.00585 0.00133
Apple  -0.00049 0.00012  0.00000 -0.00018 0.00002  -0.00006 0.00046 -0.00014 -0.00006 -0.00006 -0.00015
Microsoft 0.00379 0.00000  0.00184 -0.00009 -0.00045  0.00001 0.00015 -0.00063 -0.00034 -0.00027 0.00006
AT&T  0.01420 -0.00018 -0.00009 0.00223 -0.00119  0.00014 -0.00341 0.00122 0.00093 -0.00038 0.00009
IBM -0.01051 0.00002  -0.00045 -0.00119 0.00212  -0.00016 -0.00006 -0.00073 0.00000 0.00138 -0.00012
Amazon -0.00063 -0.00006  0.00001 0.00014 -0.00016  0.00022  0.00055 -0.00045 -0.00010 0.00003 -0.00007
Nasdaqg  0.01558 -0.00014 -0.00063 0.00122 -0.00073  -0.00045 -0.00685 0.00441 0.00137 -0.00035 0.00062
Dow 0.00886 -0.00006 -0.00034 0.00093 0.00000  -0.00010 -0.00379 0.00137 0.00120 0.00028 0.00001
Nikkei ~ -0.00585 -0.00006 -0.00027 -0.00038 0.00138  0.00003 -0.00184 -0.00035 0.00028 0.00177 -0.00002
HP 0.00133 -0.00015 0.00006 0.00009 -0.00012  -0.00007 -0.00093 0.00062 0.00001 -0.00002 0.00044

Elaboracion propia

VARIANZA TOTAL

VARIANZA GENERALIZADA

VARIANZA EFECTIVA

0.18312

3.97E-32

0.00072
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Anexo 7

Tabla 16

Comparacion de varianzas estimadas por cada modelo de Regresion

Estadisticos TECNICAS DE REGRESION

Minimos Cuadrados Ordinarios (MCO) Componentes Principales (RCP) Ridge LASSO
Varianza total 0.24772 0.000154142 0.13411 0.18312
Varianza generalizada 1.62E-38 6.10075E-14 7.62E-39 3.97E-32
Varianza efectiva 0.00037 3.93666E-05 0.00034 0.00072

Elaboracion propia
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Anexo 8
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Figura 10. Eleccion del nimero de Componentes y relacion de Componentes y sus
variables

Anexo 9
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Figura 11. Gréfico de densidad de la matriz de correlaciones de las variables predictoras
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Anexo 10
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Figura 12. Gréfico de densidad de la matriz de correlaciones de los Componentes
Principales

Anexo 11

400 T

RIDGE

Frecuencia
sl
o
0
|
] |
]
I
]

4004

200 H

-1 0 1 -1 0 1
Errares

Figura 13. Distribucién de los errores para cada método utilizado
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Anexo 12
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Figura 14. Comparacion de densidades para cada método de Regresién
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Anexo 14
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Figura 16. Numero de parametros para modelo de Regresién
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